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Introduccion: RL en Contexto

Unsupervised

* No labels
* No feedback

* Labeled data
* Direct feedback
« Predict outcome/future

Supervised

Learning

* “Find hidden structure”

Reinforcement /

* Decision process
* Reward system
* Learn series of actions

Exploration/Explotation dilemma

“Considers the whole problem of a
goal-directed agent interacting with an
uncertain environment” (Sutton, 2018)

“How to map situations to actions in
order to maximize a numerical reward
signal.”

Trial-and-error search and delayed reward




Framework Agente-Entorno

A Goalls) )

N/




Elementos del RL

Environmental
modeling

reward hypothesis: That all of what we mean by goals and purposes can be well
thought of as the maximization of the expected value of the cumulative sum of a
received scalar signal (called reward) (Sutton, 1998)




Nociones basicas

No hay dataset de ejemplos X debe generarlos el agente
interactuando.
Politica 7, define el comportamiento del agente. Suele expresarse

como:.

e 71'(3) devuelve una accién seleccionada bajo la politica 7T.
o 77(3 ’ a) es la probabilidad de elegir @ con la politica

;Como el agente estima las acciones que maximizan su
recompensa?




Nociones basicas

e Dilemade exploracion - explotacion: ;cuando explotar
conocimiento vs. cuando probar nuevas estrategias?




Markov Decision Process

Definicidon formal: 5-upla (S, A, R, P,7)

Conjunto de estados S

Conjunto de acciones A

Funcién de recompensa R(s,a)

Funcion de probabilidad de transicion  P(s; 1 = s’ | s,a)
Factor de descuento 7 € [0, 1)

Cumple la propiedad de Markov




Dos acciones:

Recompensas:

Rojo
Verde

R(51) =1
R(S2)=0
R(S3) = -1

Markov Decision Process
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Nociones basicas

Episodio: secuencia Sq, ag, 71, S1,A1,52,A9, ..., Spn—1,An—1+Tn, Sn

donde Sy, es un estado final, (o 12 es el tiempo de corte)

Recompensa total del episodio: R =7r1 +7r9 +---+ 1,

Recompensa expresada a partir de un instante de
tiempot: R, =r; +ri g+ ...




Nociones basicas

e Aleatoriedad involucrada en los episodios
e ;Cuanlejos miraren el horizonte? v € [0,1)
e Recompensas acumuladas descontadas por

Ry =1y + 11+ 7¢+>+ Y 7¢+g+
=1y + y(re + '71‘+7+'7f+3 ) =
=Tt + ,"'Rt+1




Nociones basicas

:Como evalua el agente lo que vale un estado?
e Funciénde valor

Funcion de Estado - Valor para la Politica 7 :

V> (S) :Ez {erst = S}: Ex{i }/k’;+k+l|sr = ‘S}
k=0

“La recompensa (descontada) que el agente espera recibir empezando

~((

en el estado S y siguiendo la politica 71




Nociones basicas

e Forma alternativa: funcion de accion-valor (Q de quality of the
action a)

Funcion de Acciéon - Valor para la Politica 7 :

s, =85.q, =a}

“La recompensa (descontada) que el agente espera recibir
empezando en el estado S, tomando la acciéon @ y siguiendo la

T

politica 7l

Q;r (Se a) = Ex {Rr|sr o Sfax = a}: Ex{i 7kr—l:—1
k=0




Nociones basicas

e Ecuacionde Bellman: dado
i ; 2. 3
Rt =l TVl TV Lyt ) oy
=T, 4F 7("t+2 L R g 7&’;+4 e )

=Wy b

1+1

e Entonces

V”(s):E”{RJs[ :s}

= Eﬂ' %tﬂ = }/Vﬂ(smljst = S}




Nociones basicas

e Expresadosinel valor esperado
Vi (s)= D x(s,a) ) PeRe + yV(s)]
a s

«V '( ) dado por probabilidad de eleglr accion siguiente segun la
politicay el entorno, la probabilidad Pss’ de llegar a ese estado, |a
recompensa por haber llegado y el valor del estado siguiente”




Nociones basicas

El valor de un estado bajo la
politica optima es igual al
retorno esperado para la mejor
accion en ese estado

Optimalidad: si 7T es 6ptima 7, produciendo siempre la
mejor accion, entonces su valor esta dado por

V*(s) = max E P(s,a,s') (R(s,u, s) 4+ AV s"))

O'E.‘l A5
s’'eS

Dada V7(s) , 7" esta dada por

7*(s) = arg max E P(s.a,s') (R(s. a,s)+7 "‘(s"))
a

¢e8




Nociones basicas

e Expresado como funcion de accion-valor

Permite  seleccionar  acciones s ( % : & sAd

optimas sin conoce los valores de  Q'(s,a) = E P(s,a,s’)| R(s,a,s") +~ mf}‘CQ (s,a)
. <

los estados sucesores ni las s’

dinamicas del entorno

Comparacion de politicas de actuacion y politica optima

T2>m < ve(s) = ve(s)

n,=>n' Vn' (garantizada)




Nociones basicas (resumen)

~" N
5

PERMITE = \ C ton
MODELAR GRAN ~ Goalls) 4
VARIEDAD DE 3 | o
PROBLEMAS
Agente: o
e Fdevalor V' (s) st Ambiente (inaccesible para el agente
- i excepto por obs/accion/recomp):

IDEA CENTRAL ® Politica 71'(.5‘, a) e F de recompensa (oculta)

/ : '

e Modelo del R(s,a)
entorno (opc.) e Prob transicion (oculta)

P(si1=5"]s,a)




Estrategias para aprender z” empleando la
funcion de valor

- Dynamic Programming (modelo perfecto)
- Monte Carlo Methods (avg returns)

- Temporal Difference Learning
- Combinacion de Monte Carlo e ideas de Dynamic
Programming
- Bootstrapping




TD Learning

original prediction
better, later l

prediction

V(s,):=V(s)+ a@ + WV (s,)F Vs, )] V=012

“Tem poral difference

IDEA FUNDAMENTAL PARA
EL RL!!!

Q(Si: A1)  Q(St A) + @[ Resa +7Q(Sis1. Ausa) = Q(Ses A




On/Off Policy TD Learning

Sarsa (on-policy TD control) for estimating Q ~ ¢. Q-learning (off-policy TD control) for estimating 7 ~ =,

Algorithm parameters: step size a € (0, 1], small € > 0 Algorithm parameters: step size a € (0,1], small £ > 0
Initialize Q(s,a). for all s € §*,a € A(s), arbitrarily except that Q(terminal,-) =0 Initialize Q(s, a), for all s € 8+,a € A(s), arbitrarily except that Q(terminal,) =0
Loop for each episode:
Initialize S
Choose A from S using policy derived from () (e.g., e-greedy)
Loop for each step of episode:

Loop for each episode:
Initialize S
Loop for each step of episode:
Teks action A cliciee I Gt Choose A from S using policy derived from @ (e.g., e-greedy)

Choose A’ from S’ using policy derived from Q (e.g.. e-greedy) Takf’ action A.vobserve R, §' : :
Q(S, 4) + Q(S. 4) +a[R+1Q(S", 4') - Q(S, 4)] Q(S,4) « Q(S. 4) + a[R + ymax, Q(S",a) - Q(S. 4)]
S8 A« A S«%

until S is terminal until S is terminal




Metodos de Solucion Aproximada

[1Extension de los métodos tabulares para aplicarlos a problemas
con espacios de estados arbitrariamente grandes (enormes?).

L]
[JEj. El nUmero de imagenes posibles de una cdmara.

[]

[JEn tales casos, no buscamos una politica éptima o una funcion de
valor dptima, sino que generamos buenas soluciones aproximadas
empleando recursos computacionales limitados.




Generalizacion en RL

Problemas de los espacios de estados de gran tamafio: memoria, tiempo y datos.

[/En muchos problemas reales casi todos los estados visitados no han sido vistos antes por el agente, por lo
gue para tomar decisiones en tales estados es necesario llevar a cabo un proceso de generalizacion respecto
e la informacion presente en estados considerados “similares”.

[Pregunta: Cémo se puede generalizar de manera util la experiencia en base a un numero limitado de
ejemplos del espacio de estados para producir buenas aproximaciones sobre un set de estados mucho
mayor?

[lIntegrar reinforcement learning con métodos de generalizacion preexistentes.
'IGeneralizacidn = function approximation

= tomar ejemplos de una funcién y generalizar a partir de ellos para obtener una representacion de la
funcién completa. (e.g., funciéon de valor Vo Q) .

[ILa aproximacion funcional es una instancia del aprendizaje supervisado (artificial neural networks,
pattern recognition, and statistical curve fitting). En teoria, cualquiera de los métodos estudiados en dichas
areas podrian emplearse con algoritmos reinforcement learning, aunque en la practica algunos de ellos son
mejores gque otros.




Aproximacion Funcional en RL

[1Se utilizan para la estimacién de V, Q o .

Las funciones mencionadas no se representan como tablas sino £&n
forma de funciones parametrizadas con un vector de pesos w € R¢.

Como consecuencia, cuando un estado se actualiza, el cambio se
generaliza desde ese estado para afectar los valores de muchos
otros estados.

V. . (8W) =V (s)

aprox

Temporal Difference Learning and TD-Gammon (Tesauro, 1995)




Stochastic gradient-descent (SGD)

e Elvector de pesos es un vector columna con un nimero fijo de
componentes realesw = (w, w, , ..., w,)ylafuncionde valor
aproximada Vapmx(s,w) es una funcion diferenciable de w para
todos € S.

e SGD actualizawencadaunodelospasost=0,1,2,3,...,n
de interaccién intentando minimizar el error de prediccion
respecto de los ejemplos provenientes de la experimentacion
con el entorno.

2

Step-size Wisr = Wi — 20V [un(S) = 9(Sew0)|

-Wiha [z-,(s,) o f-(s,.w,)]vf‘v(s, w,)

L . S (Of(w) Of(w)  Af(w)\T
El vector de derivativas es el gradiente de f respecto de wf(w) = ( W) ojw) (:i:::”)

Juw, dwy



Bellman Update
* Bellman Update:

NewQ(s,a) = Q(s,a)+a[R(s,a) + ymaz Q'(s',a’) — Q(s, a)]

r cted § ¢ reward given the
new s' and all possible actions at that new

Aw = a[(R + v max, Q(s',a,w)) — Q(s,a, w)] V.Q(s,a,w)




Deep Q-learning

Initialize Environment E
Initialize replay Memory M with capacity N (= finite capacity) Dos procesos ocurren en este algoritmo:
Initialize the DQON weights w

R T N DS SEiEC * Sampleamos el entorno donde ejecutamos

accionesy almacenamoslas experiencias
observadasen una “replay memory”.

s = Environment state

for steps in max steps:
Choose action a from state s using epsilon greedy.
Take action a, get r (reward) and s' (next state)
Store experience tuple <s, a, r, s'> in M

*» Seleccionamos aleatoriamente un pequeno

s = s' (state = new_state) batch de tuplas de experienciay llevamosa
cabo el aprendizaje (i.e. actualizamosla

Get random minibatch of exp tuples from M funcion de valor) empleando gradiente

Set Q target = reward(s,a) + ymaxQ(s') descendente.
Update w = a(Q_target - Q value) * Vw Q value

Problemas: the Deadly Triad!!
(Van Hasselt et al, 2018)




Human-level control through Deep-RL (Mnih et al. 2015)

Convglution Convolution Fully connected Fully connected Algorithm 1: deep Q-learning with experience replay.
Initialize replay memory D to capacity N
Initialize action-value function Q with random weights 6

§ 3 : : Initialize target action-value function Q with weights 67 =0
’*FD B f a 3 : $ For episode = 1, M do
?' . . . Initialize sequence s; = {x, } and preprocessed sequence ¢, =¢(s;)
- 8 b % : Fort=1Tdo
i 8 D . . . »
D B 3 . . . With probability & select a random action a,
g } i 3 otherwise select a, =argmax, Q(¢(s;).a: 0)
3D Q B%‘D e : 4 Q S Execute action a, in emulator and observe reward r, and image x, ; ,
2 2 : : Set 541 =s.ar.Xr+1 and preprocess ¢, .y =¢(s1+1)
JD [3 % 0 . . p Store transition (¢;,ar,7e.;4,) in D
¥ : : : Sample random minibatch of transitions (d),.a,.r,.g‘)) +,) from D
JD IE t =) , bt ! S K if episode terminates at step j+ 1
: : : Y= 1+ maxy Q(¢)+,.a’:(}_) otherwise
2
Perform a gradient descent step on (y, = Q(db,.n,: U)) with respect to the
network parameters 0
Every C steps reset 0=Q
Grayscale + scaling down LEFT
_ Convolution o F
C on C |
s F F
FILIERS = 32, FILTERS = 64, = FILTERS = 128, t < = RIGHT
KERNEL = 8, KERNEL = 4 KERNEL = 4, R Sizunits | | 3unks
+ STRIDES = 2, STRIDES = 2, STRIDES = 2, c
v PADDING = valid ~ PADDING = valid ~ PADDING = valid SHOOT
State frame Preprocessed frame Preprocessed stack of 20X20X32 9x9x64 3x3x128
frames Batch Batch Batch ELY Q values
84x84x4 Normalization Normalization Normalization

- + -
ELU ELU ELU




Mejoras

Double DQN
Dueling DQN

Prioritized Experience Replay




Policy Gradient: Idea Central

Funcion de Score de la Politica

mg(als) = Plals| J(0) = Eﬂg[zw]

5D
N 2

Maximizar!

-Medir la calidad de mt (policy) con una policy score function J(3)
« Utilizar policy gradient ascent para encontrar el 6 que mejora 1.




Policy gradient ascent

[ITeniendo una Policy Score Function (cuan buena es la

politica), debemos encontrar un 6 que maximiza dicha score Policy :
function, porque eso implica encontrar la politica 6ptima. Objective function : J(6)
IPara maximizar J(6), necesitamos aplicar el gradiente Gradient : VgJ(0)
ascendente en los parametros de la politica. Update : 0 < 0+ aVyJ ()

[JLa idea es encontrar el gradiente respecto de la politica T

qgue actualiza los parametros en la direccion del mayor )

. . s . 0* = argmax Eﬁg[z R(sy¢, ay)]
incremento de la funcion de score, y luego iterar. 0o |

J(C)]




Policy Gradient Theorem (Sutton, 2018)

The gradient of the expected reward is the
expectation of the product of the reward
and gradient of the log of the policy 6




REINFORCE

REINFORCE: Monte-Carlo Policy-Gradient Control (episodic) for 7.

Input: a differentiable policy parameterization 7w (als, 0)
Algorithm parameter: step size a > 0

Initialize policy parameter @ € RY (e.g., to 0)

Loop forever (for each episode):
Generate an episode Sy, Ao, R, ..., St-1,Ar-1, Ry, following (|-, 8)

Loop for each step of the episode t =0.,1,...,T — 1:
G ZAT-=:+1 Vi
0 — 60+ ay'GVinn(AS:,0)

(Gy)

Podemos medir G a partir de trayectorias
sampleadas del entornoy utilizarlas para actualizar
el gradiente de politica.




“hybrid method”. Actor Critic

JEmpleamos dos redes neuronales:

[ICritic: mide cuan buena es la accion tomada
(value-based)

_lActor: controla como se comporta el agente
(policy-based)

[]




Actor Critic

TEn lugar de esperar hasta el final del episodio, (Monte Carlo REINFORCE), realizamos una
actualizacion en cada estado (TD Learning).

[

Policy Update: Al = v % VQ X (109 W(St, Atv 9)) *M
New update: Ag = (X ¥ VQ * (lOQ W(Sh At7 9)) ¥ Q(St, At)‘

IComo se realiza una actualizacidn en cada estado no se puede utilizar el reward total R(t)

En su lugar, entrenamos un critico que aproxima la funcion de accion-valor. Dicha funcion
reemplaza a R(t) en policy gradient.




Actor Critic

PoIicyUpdate:Ae = VH(lOg 7'('0(8, (L))qw(s, CL)

g learning function approximation

(estimate action value)

Value update: Aw = /3 (R(S, (I,) -+ ’7(}“,(.8'”_1 " (I4+1) = (}“,(.‘;1, (I,())V“,(iw(st, (I,t)

Ppllcy and valug have ™D éitor Gradient of our value
different learning rates function




Actor-Critic Methods

Global Network

o Actor-Critic with Experience Replay (ACER) -
https://arxiv.org/pdf/1611.01224

o Asynchronous Advantage Actor-Critic (A3C) -
http://arxiv.org/abs/1602.01783

o Trust Region Policy Optimization (TRPO) -
http://arxiv.org/abs/1502.05477

o Proximal Policy Optimization (PPO) -
https://arxiv.org/pdf/1707.06347

o https://lilianweng.github.io/lil-log/2018/04/08/policy-gradient-al
gorithms.html
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